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基于改进神经网络的轨道角动量光纤通信解调

沈袁勋，陈鑫杰，马雪莲*

（东北大学  计算机与通信工程学院，河北  秦皇岛  066004）

摘 要：针对轨道角动量光纤通信系统误码率高的问题，提出一种基于改进神经网络的轨道角动量 （OAM） 解

调方法。对于神经网络架构，使用卷积神经网络捕捉 OAM 模式图像的局部特征，使用 Swin Transformer捕捉 OAM 模

式图像的全局信息，以增强 OAM 模式图像特征的判别力，进而提升 OAM 模式解调的准确性。对于神经网络训练，

采用广义互信息代替传统交叉熵作为损失函数，使神经网络在学习 OAM 模式识别的同时，学习包含信道软信息的概

率分布，以提升低密度奇偶校验码的纠错效果。实验结果表明，所提模型通过网络架构与训练两个方面的改进，有效

提升了 OAM 模式的解调准确性，并且显著降低了 OAM 光纤通信系统的误码率。
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Improved neural network based demodulation of orbital angular 
momentum fiber-optic communication system

SHEN Yuanxun,CHEN Xinjie,MA Xuelian*
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Abstract: Aiming at the problem of high bit error rate of orbital angular momentum（OAM） fiber-optic communication 
system, a demodulation method of orbital angular momentum based on improved neural network is proposed. For neural net⁃
work architecture, the convolutional neural network is used to capture the local features of the OAM mode image, and the 
Swin Transformer is adopted to capture the global information of the OAM mode image, in order to enhance the discrimina⁃
tive power of the OAM mode image features. Consequently the accuracy of OAM demodulation is improved. For neural net⁃
work training, the Generalized Mutual Information（GMI） is used to replace the traditional cross entropy loss, in order to en⁃
able the neural network not only to learn OAM mode recognition, but also to learn the probability distribution containing 
channel soft information, thus improving the error correction effect of Low Density Parity Check code. Experimental results 
show that, through improving the model architecture and model training, the proposed method effectively increases the de⁃
modulation accuracy of OAM mode, and the bit error rate of the OAM Fiber-optic communication system decreases signifi⁃
cantly.

Keywords: fiber-optic communication；mode division multiplexing；orbital angular momentum；signal demodulation；
low density parity check code；convolutional neural network

0　引 言

随着云计算、视频直播和大模型等应用的普

及，对光纤通信系统的通信容量、传输速率与误

码率均提出了极高的要求 [1,2]。轨道角动量 （Or⁃
bital Angular Momentum，OAM） 光束 [3]可作为载

波进行多路复用，是提升光纤通信系统通信容量

和频率效率的一个有效手段，已经成为当前光纤
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通信领域的研究热点之一 [4]。然而，OAM 光束在

光纤传输过程中，模式本身可能发生畸变 [5]，并且

不同模式间会出现串扰现象 [6,7]，这为接收端的

OAM 解调带来了极大的挑战。

早期研究人员利用螺旋相位板[8]、叉形光栅[9]和

达曼光栅[10,11]等物理器件解调 OAM 模式，此类器

件不仅成本较高而且结构复杂，难以在高速、动态

的现代光网络中进行大规模应用。随着深度学习技

术的发展，研究人员使用神经网络识别接收的

OAM 模式[12]，取得了良好的效果。文献[13]分析了

使用卷积神经网络 （Convolutional Neural Network，
CNN） 从复杂 OAM 散斑图像准确识别光学涡旋拓

扑荷的原理，并证明了 CNN 在 OAM 模式识别任务

上的有效性。文献[14]提出一种基于两阶段 CNN 的

复合 OAM 模式解调方法，该方法在第一阶段使用

CNN 对 OAM 模式进行粗分类，第二阶段对粗分类

结果进行微调和优化，实现了准确高效的解调性

能。文献 [15]设计了一种基于深度 CNN 的 OAM 模

式识别方法，该 CNN共包含 8个卷积层，在模式图

像裁剪至原图像 1/64 时依然能取得 98% 以上的识

别准确率。文献 [16]提出一种基于残差卷积网络的

OAM 模式识别方法，该方法能从长距离多模光纤

的模式图像准确解调出多路 OAM 模式。文献 [17]
提出一种基于 CNN 的长距离水下光通信 OAM 解调

方法，该方法在强湍流条件下的解调准确率高于

90%。上述方法[13-17]利用 CNN 强大的图像特征提取

能力处理 OAM 模式图像，实现了较高的 OAM 解

调性能。然而，CNN 对图像局部特征的提取能力

较强，但对全局信息的捕捉能力不足，对于拓扑荷

值接近或相位结构相似的 OAM 模式，依然会出现

误检的情况，导致通信系统的误码率升高。

为了提升 OAM 通信系统的通信质量，研究人

员将 CNN解调与信道编码技术结合，利用信道编码

检测并纠正解调的错误比特，如 Turbo码[18]和低密度

奇 偶 校 验 （Low Density Parity Check， LDPC）
码[19]。文献[20]将双模式 CNN 解调器与 LDPC 编码

结合，有效降低了强湍流条件下 OAM 通信的误码

率。然而，该方法将 CNN视为一个模式分类器，无

法为后续的 LDPC 纠错提供软信息。文献 [21]针对

CNN 解调和 LDPC译码之间的软信息传递机制进行

了改进，该方法将 CNN输出概率分布作为 LDPC译

码的软信息，有效提高了 LDPC的纠错效果。然而，

文献[20]、[21]均使用交叉熵 （Cross Entropy，CE）
损失优化 CNN，其训练目标是最小化神经网络预测

的概率分布与真实标签独热分布之间的差异，而信

道噪声和模式串扰存在固有的随机性，以致 CNN输

出的分类概率与信道真实统计特性之间存在偏差[22]。

因此，直接使用 CNN输出的概率分布作为 LDPC译

码的软信息，将导致 LDPC纠错性能受限。

为了提升 OAM 光纤通信系统的通信质量，提

出一种基于改进 CNN 的 OAM 解调方法。该方法从

网络架构和网络训练两个方面对 CNN 进行了改进：

（1） 在网络架构上，提出了 CNN 与 Swin Trans⁃
former结合的神经网络结构 SwCNN。SwCNN 使用

CNN 捕捉 OAM 模式图像的局部特征，使用 Swin 
Transformer捕捉 OAM 模式图像的全局信息，以增

强 OAM 模式图像特征的判别力，进而提升 OAM 模

式解调的准确性。（2） 在网络训练上，采用广义互

信息代替传统交叉熵作为损失函数，使神经网络在

学习 OAM模式分类的同时，产生更接近真实后验概

率的信道软信息，从而强化 OAM 模式解调与 LDPC
译码之间的协同性，进而改善 LDPC 纠错效果。综

上，本文将 CNN解调与前向纠错编码技术结合，通

过对解调器与 LDPC 译码进行协同优化，以期系统

性地提升 OAM光纤通信系统的通信质量。

1　OAM 光纤通信系统

1.1　系统结构

图 1给出了 SwCNN解调与 LDPC编译码结合的

OAM 光纤通信系统结构图。发射端使用 LDPC编码

器对发送的二进位比特流编码，使用高阶 OAM调制

将 LDPC 编码比特数据调制成多个 OAM 模式的叠

加态，即将每 4个比特映射为多个 OAM 基础模式的

组合。将 OAM模式编码为一个全息图，激光源产生

线偏振高斯光束，光束经过半波片调节偏振方向，

再经过一对透镜进行扩束和准直处理。空间光调制
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图 1　OAM 光纤通信系统
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器基于输入全息图将输入光束调制成包含目标

OAM 模式的光束。使用光滤波器系统提高 OAM 光

束质量后通过一个物镜将光束耦合至多模光纤中。

接收端使用一个物镜从光纤采集光束，通过

互 补 金 属 氧 化 物 半 导 体 （Complementary Metal-
Oxide-Semiconductor，CMOS） 相机捕获 OAM 散

斑图像。将散斑图像传入 SwCNN 进行解调，根据

解调结果计算每个比特的对数似然比 （Log Likeli⁃
hood Ratio， LLR）。 基 于 LLR 对 解 调 数 据 进 行

LDPC 译码，得到恢复的二进位比特数据。

1.2　LDPC编码与译码

LDPC 码 [23]是一种基于稀疏校验矩阵的线性分

组码，其译码算法复杂度较低，本文使用 Matlab
的 LDPC 工具箱对二进位比特数据进行 LDPC 编

码。将 SwCNN 解调得到的每个比特后验概率转换

为 LLR，将 LLR 作为 LDPC 译码的初始输入软信

息。采用和积译码算法进行 LDPC 译码。

1.3　高阶 OAM 调制

为了扩大基础 OAM 模式间的差异，选择 4 个

不连续且正负交替的低阶与中阶模式作为基础模

式。本文采用 OAM 拓扑荷 {-1, +1, -3, +3}和
{-1, +2, -3, +4}对应的 OAM 模式作为基础模式，

分别可映射得到 16种 OAM 模式，如表 1所示。

图 2 所 示 为 拓 扑 荷 {-1, +2, -3, +4}16 种

OAM 模式的光强分布图，图中左上方为该模式图

对应的二进位比特，右上方为对应的十进位值。

从图中可以看出，部分模式图像之间较为相似，

如模式 7 和模式 11，若解调器将模式 7 误检为 11，
则会产生两个比特的误码。此外，尽管模式 1、2

和 4 光强分布的尺寸差异较大，但三者的形状相

似，仅利用局部特征难以准确识别此类模式，因

此需增加图像全局信息作为模式识别的上下文，

从而提升 OAM 模式解调的准确性。

2　基于 SwCNN的 OAM 解调方法

图 3所示为SwCNN模型的网络结构图。CMOS
相机捕捉的散斑图像分别传入 CNN 与 SwTT 两个

分支。CNN 分支捕捉散斑图像中 OAM 模式的局

部信息，SwTT 分支捕捉散斑图像的全局信息，

两个分支分别输出 512×1 的特征向量。两个分支

的特征向量经过加法融合后传入包含 16 个神经元

的全连接层，再通过 Softmax 激活函数计算 16 阶

OAM 模式的概率分布。

2.1　CNN分支

光纤色散和模式串扰导致散斑图像识别难度

升高，使用一个 5 层的 CNN 提取散斑图像的局部

特征。图 4 所示为 CNN 分支的网络结构图。将

256×256 （pixel） 的 OAM 散斑图像输入 CNN 分

支，CNN 包含五个卷积层，每层均包含一个 5×5
卷积、批标准化、ReLU 激活和一个 2×2 最大池

化层，其中，卷积步长为 1、填充为 2，池化层步

长为 2、填充为 0。第 1 至第 5 个卷积层输出的特征

图 尺 寸 分 别 为 128×128×8、 64×64×16、 32×
32×32、16×16×64 和 8×8×128。卷积特征图经

过 1×1 卷 积 和 全 局 平 均 池 化 （Global Average 
Pooling, GAP） 得到 512 维的局部特征向量。

图 2　拓扑荷{−1, +2, −3, +4}OAM 模式的光强分布图

����
256×256×1

CNN

SwTT

�E��

s

512×1

512×1

图 3　SwCNN 网络结构图

表 1　16 阶 OAM 调制映射表

比特

0000
0001
0010
0011
0100
0101
0110
0111
1000
1001
1010
1011
1100
1101
1110
1111

{-1,+1,-3,+3}模式

{}
{+3}
{-3}

{-3, +3}
{+1}

{+1, +3}
{+1, -3}

{+1,-3,+3}
{-1}

{-1, +3}
{-1, -3}

{-1, -3, +3}
{-1, +1}

{-1, +1, +3}
{-1, +1, -3}

{-1, +1, -3, +3}

{−1,+2,−3,+4}模式

{}
{+4}
{-3}

{+4, -3}
{+2}

{+2, +4}
{+2, -3}

{+2, -3, +4}
{-1}

{-1, +4}
{-1, -3}

{-1, -3, +4}
{+2, -1}

{+2, -1, +4}
{+2, -1, -3}

{−1,+2,−3,+4}
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2.2　Swin Transformer分支

CNN 对图像局部特征的提取能力较强，但对

图像全局信息的捕捉能力不足。视觉变形器 （Vi⁃
sion Transformer，ViT） [24]将图像划分成若干个子

块，通过自注意力机制计算各子块间的依赖性，

具有较强的图像全局信息捕捉能力。然而，ViT 计

算 所 有 子 块 间 依 赖 性 的 运 算 成 本 较 高 ， Swin 
Transformer （SwT） [25]利用局部窗口模型降低了

ViT 的计算成本。由于光纤通信系统对运算成本要

求极高，因此，本文采用轻量化 SwT （SwT-Tiny，
SwTT） 作为捕捉散斑图像全局信息的主干网。

图 5 所示为 SwTT 提取散斑图像全局信息的

流程。首先将散斑图像分为 4096 个 4×4 （pixel）
的子块，每个子块经过全连接层映射为 64 维的嵌

入向量。SwTT 模型由四个阶段堆叠而成，每个

阶段计算不同尺寸特征图的注意力，从而捕捉图

像多尺度的全局依赖性。第 1 阶段开始使用全连

接层将每个子块嵌入成向量形式，第 2 至第 4 阶段

开始则使用子块合并操作实现下采样，以减少特

征图维度、增加特征图深度。第 1 阶段至第 4 阶段

的 SwTT 块数量依次为 2、2、6 和 2。图 5 中右侧

描述了两个 SwTT 块的结构图，每个块由一个层

标 准 化 、 基 于 窗 口 的 多 头 自 注 意 力 （Window 
based Multi-head Self-Attention， W-MSA）（或基

于 移 位 窗 口 的 多 头 自 注 意 力 （Shifted Window 
based Multi-head Self-Attention， SW-MSA） ）、

LN 和 MLP 构成，其中层标准化的作用是提升训

练稳定性和缓解梯度爆炸，MLP 的作用是为模型

增加非线性映射能力，W-MSA 的作用是提取窗口

内特征， SW-MSA 的作用是捕捉窗口间的依赖

性。 SwTT 块通过残差连接保障信息传递通畅。

SwTT 模型第 1 至第 4 个阶段输出的特征图尺寸分

别为 64×64×64、 32×32×128、 16×16×256 和

8×8×512，最终使用 GAP 将 SwTT 输出的特征

图降维至 1×512。

W-MSA 使用自注意力机制捕捉局部窗口内的

依赖性，SW-MSA 则使用自注意力机制捕捉窗口

间的依赖性，因此自注意力机制是 SwTT 模型的

核心，其数学形式为

Z= SA (Q,K,V )= Softmax ( QK T

dK
) ⋅V （1）

式中，V、K和Q分别代表值矩阵、键矩阵和查询

矩阵，dK 为键向量的维度。QKT 通过对 Q和 K矩

阵进行点积运算计算向量间的相似性，再除以键

向量维度的平方根得到缩放的相似性得分，最终

使用 Softmax()函数将相似性得分转化为 0 到 1 之间

的概率分布。通过这种方式，模型能够依据特征

间的关联强度构建注意力权重。

2.3　特征融合与输出

CNN 分支和 SwTT 分支均输出一个 512 维的

特征向量。为了降低计算成本，对两个特征进行

加法融合，可表示为

F out = FCNN ⊕FSw （2）

04K 

03K 

02K 

��� ���

�E��3���

LN
W-MSA

LN
MLP

LN
SW-MSA

LN
MLP

SwT�×2

��	�

SwT�×2

��	�

SwT�×6

��	�

SwT�×2

01K 

��'�

GAP

SwT�×2512×1

 8×8×512

��4094�
��

����
256×256×1

图 5　SwTT 提取散斑图像全局信息的流程
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图 4　CNN 分支的网络结构图
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式中，“⊕”代表向量逐元素加法，FCNN 和 FSw 分

别代表 CNN 分支和 SwTT 分支输出的特征向量。

最终，通过一个全连接层将 Fout整合成 16 维的

输出，使用 Softmax 激活函数计算 OAM 模式的概

率分布，可表示为

si =
exp ( )li

∑
j= 1

16

exp ( )lj
（3）

式中，li为全连接层第 i个节点的输出，i=1,2,…,16，
通过指数函数 exp （li） 将 li转换成大于 0 的值，从

而保证 si为[0, 1]区间的概率值。

2.4　损失函数定义

2.4.1　CE 损失函数

交叉熵损失具有良好的梯度收敛性，是 OAM
解调器常用的损失函数。将 16 阶 OAM 模式标签

ylabel表示为独热向量，使用交叉熵损失优化神经网

络参数，可表示为

ℓCE = -∑
i= 1

16

y label
i ln ( )si （4）

式中，yilabel代表第 i个 OAM 模式的独热向量标签。

2.4.2　GMI损失函数

交叉熵损失的优化目标是最小化神经网络预测

的概率分布与真实标签独热分布之间的差异，因

此，神经网络输出的概率分布与真实分布的对数似

然比 （LLR） 不匹配，导致基于软信息的后向纠错

性能受限。文献[26]证明 GMI是优化软判决前向纠

错 （Forward Error Correction，FEC） 的有效指标，

因此，本文采用 GMI作为损失函数，以优化解调器

输出软信息的质量，从而改善 FEC的纠错效果。

假设接收的第 i个散斑图像为 Ii，并且接收信

号服从条件高斯分布，那么其 OAM 模式第 k个比

特的 LLR 可表示为

LLR( i,k ) = ln (∑m ∈M k
0
P ( )m | Ii + ε

∑m ∈M k
1
P ( )m | Ii + ε ) （5）

式中，P（m | Ii） 为神经网络输出 （式 （3）） 的概

率分布，m代表一个 OAM 模式，M0
k和M1

k分别为

第 k个比特为 0 和 1 的模式集，ε=10−10为防止分子

和分母为 0 的正则项。

OAM 模式的 GMI可计算为

GMI = H (M )- E é
ë
ê
êê
ê∑
k= 1

4

log2( )1 + e-( )2bk - 1 ⋅ LLR k
ù

û
úúúú（6）

式中，H（M） =4为 OAM 模式的发送熵，期望E()
计算了四个比特的条件熵之和，得到 OAM 模式所

有比特的不确定性，bk为第 k个发送比特，LLRk为

第 k个比特的 LLR。

由于H（M） 为常量，因此优化目标可简化为

最小化条件熵。基于 GMI的损失函数可定义为

ℓGMI = 1
4N ∑

i= 1

N

∑
k= 1

4

log2( )1 + e-( )2b ( i,k ) - 1 LLR( i,k ) （7）

式中，N为训练集的样本总数。

将式 （5） 代入式 （7），即可得到基于高斯分

布的 GMI 损失函数。式 （5） 中概率运算与比值运

算均为平滑函数，式 （7） 中 exp()运算也为平滑函

数，因此，GMI 损失函数可微。在训练过程中使

用梯度剪裁工具增强训练稳定性。基于 GMI 损失

函数训练 SwCNN 网络，可得到与真实信道统计信

息较匹配的概率分布 P（m | Ii），再使用式 （5） 计

算每个比特的 LLR，将 LLR 作为 LDPC 的软信息

进行译码，从而改善 LDPC 的纠错效果。

3　实验结果与分析

3.1　实验建立

为了验证所提方案的有效性，建立 OAM 光纤

通信系统进行实验，通信系统的结构如图 6 所示。

激光源发射高斯光束，使用半波片调节光束偏振，

透镜 1 和透镜 2 分别对光束进行扩束和准直处理。

光束输入空间光调制器，空间光调制器加载全息

图产生 OAM 光束。OAM 光束经过透镜 3、空间滤

波器和透镜 4 构成的 4F 光学系统提高 OAM 光束质

量，物镜 1 将光束耦合至多模光纤中。接收端使用

物镜 2 捕获光束，通过透镜 5 将光束成像到 CMOS
相机上，CMOS 产生散斑图像。

OAM 解调器将散斑图像解调成 OAM 模式，

并计算解调准确率。将解调 OAM 模式传入 LDPC
进行译码，基于恢复的比特数据计算系统误码率。

表 2 所示为 OAM 光纤通信系统实验的具体参数。  

图 6　OAM 光纤通信实验
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3.2　实验环境

在一台计算机上进行实验，处理器为 Intel i7，
显卡为 Nvidia 3080 Ti，内存容量为 32GB。深度学

习框架采用Tensorflow 2.10，编程环境为Python 3.9。
基于 Matlab 2024b 进行 LDPC 编码、生成随机比特

和图像处理等。

选择三种基于 CNN 的 OAM 解调器作为对比

方法，分别为神经网络 deepCNN[15]、CNNdemodu⁃
lator[17]和 PCNN-LDPC[21]。为了公平对比，这三种

模型使用原作者设计的结构和训练参数在本文数

据集上进行重新训练与测试。

3.3　网络训练

使用 Matlab 工具 randi （） 生成随比特流作为

发送数据。对比特流进行 LDPC 编码，LDPC 码块

长度为 64800（bit）、冗余度为 10%。使用迭代 10次

的和积算法 [27]对接收的 LDPC 码块进行译码。分别

使用拓扑荷 {-1, +1, -3, +3}和 {-1, +2, -3, +4}
对 LDPC 编码进行 OAM 映射，以评估不同拓扑荷

的 OAM 光纤通信性能。每组实验采集 50000幅散斑

图像，统一缩放至 256×256 （pixel），按 4∶1 随机

分为训练集和验证集。神经网络训练过程使用

Adam 优化器最小化损失函数，最大 epoch 数设为

150，批尺寸为 100。初始学习率为 0.0001，训练

中使用 TensorFlow 的  ReduceLROnPlateau()函数动

态调节学习率，以防止训练停滞。

为了直观观察所提 GMI 损失函数的有效性，

图 7所示为使用 CE损失函数与 GMI损失函数在两种

OAM 拓扑荷条件下训练 SwCNN 的损失变化曲线，

其中光纤长度为 1 （km）。从图 7 （a） 来看，CE
损失经过约 47 个 epoch 可收敛于一个较低的损失

值，并且在损失下降过程中较为平滑，表明在

OAM 拓扑荷 {-1,+1, -3, +3}下使用 CE 损失函数

优化 SwCNN 模型的速度较快、稳定性较好。GMI
损失在下降过程中存在一定的波动，大约在第 78次个

epoch 达到收敛，表明使用 GMI 损失优化 SwCNN
模型的难度大于 CE 损失。从图 7 （b） 的 OAM 拓

扑荷 {-1, +2, -3, +4}损失曲线来看，CE 损失在

下降过程中存在微小的波动，经过约 52 个 epoch 收

敛于一个较低的损失值；GMI 损失在下降过程中

呈现出较大的波动，经过约 67 个 epoch 达到收敛。

对比 SwCNN 模型在两种 OAM 拓扑荷数据集上的

训练结果可知，随着 OAM 模式的判别性减小，

SwCNN 模型的训练难度升高。CE 损失的优化目

标是最大化 OAM 模式的分类性能，而 GMI 损失

的优化目标是最大化 SwCNN 特征与 OAM 模式中

各比特之间的互信息，CE 损失的优化目标比 GMI
损失更简单、更直接，因此其训练稳定性与收敛

速度均优于 GMI 损失。总体而言，在两种 OAM
模式下，使用 GMI 损失均能成功训练 SwCNN 模

型，证明了 GMI损失的有效性。

表 2　实验参数

器件

激光器

透镜 1
透镜 2

空间光调制器

透镜 3
透镜 4

物镜 1

渐变折射率光纤

物镜 2

CMOS 相机

OAM 调制

参数

波长/nm
光束类型

焦距/mm
焦距/mm

分辨率/pixel
像素尺寸/μm
刷新频率/Hz
焦距/mm
焦距/mm
放大倍率

数值孔径

长度/km
纤芯直径/μm
包层直径/μm

放大倍率

数值孔径

像素尺寸/μm
采集频率/ Hz

拓扑荷

值

633
线偏振高斯光束

30
180

1920×1080
6.4
60

180
180
10

0.25
0.5, 1, 2

105
125

4
0.25
5.86
60

{−1, +1, −3, +3},
{-1, +2, -3, +4}
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图 7　SwCNN 模型训练的损失图

195



第  52 卷光 学 技 术

3.4　OAM 解调性能

使用 Matlab 工具 randi()生成随比特流作为发

送数据，且随机种子与训练数据不同。使用训练

数据相同方法对比特流进行 LDPC 编码，共得到

100 个码块作为测试集。CE 损失与 GMI 损失训练

的 SwCNN 模 型 分 别 简 称 为 SwCNN-CE 与

SwCNN-GMI， SwCNN-CE 与 SwCNN-GMI 在测

试集上进行测试，分别对两个模型输出的概率分

布进行硬判决，将概率最高的模式作为识别的

OAM 模式。使用分类准确率评估 OAM 模式的解

调准确率，计算公式为

Acc= 正确解调样本数

测试集样本总数
× 100% （8）

图 8 给出了两种 OAM 拓扑荷条件下各模型的

平均 OAM 解调准确率性能。从图 8 （a） 的 OAM
拓扑荷{-1, +1, -3, +3}解调结果来看，当光纤长

度为 0.5 （km） 和 1 （km） 时，5 种模型的解调准

确率均达到 90% 以上。当光纤长度增加至 2 （km）

时，deepCNN 和 CNNdemodulator 的平均解调准确

率将至 90% 以下，而 PCNN-LDPC 和 SwCNN 的

平均解调准确率依然高于 90%。此外，SwCNN-CE
在三种光纤长度下的 OAM 解调准确率最高，而

SwCNN-GMI 的解调准确率优于其它三种模型。

这表明 SwCNN 模型对散斑图像的特征提取能力强

于其它三种模型，并且 CE 损失函数训练的 Sw⁃
CNN 具有更强的 OAM 模式分类性能。从图 8 （b）
的解调结果来看，各模型对 OAM 拓扑荷 {-1, +2, 
-3, +4}的解调性能均低于 {-1, +1, -3, +3}，说

明前者散斑图像的判别性弱于后者。SwCNN 模型

在 OAM 拓扑荷 {-1, +2, -3, +4}下的平均解调准

确率依然高于 99%，显著高于其它三种模型，其原

因可总结为：SwCNN 使用 CNN 捕捉 OAM 模式图

像的局部特征，使用 Swin Transformer 捕捉 OAM
模式图像的全局信息，增强了 OAM 模式图像特征

的判别力，进而提升了 OAM 模式解调的准确性。

3.5　通信质量

将五种模型在测试集上解调与 LDPC 译码后

恢复的二进制比特数据与发送源数据进行对比，

以统计 OAM 光纤通信系统的误码率性能。图 9 所

示为两种 OAM 拓扑荷条件下各模型的误码率结

果。从图 9 （a） 的 OAM 拓扑荷 {-1, +1, -3, +3}
结 果 可 看 出 ， SwCNN-CE 的 误 码 率 低 于 deep⁃
CNN、CNNdemodulator 和 PCNN-LDPC，这表明

提高散斑图像识别准确率能一定程度地降低 OAM
光纤通信的误码率性能。当光纤长度等于 0.5km、

1km 和 2km 时 ， SwCNN-GMI 的 误 码 率 分 别 比

SwCNN-CE 降低了 77.94%、 78.21% 和 59.38%，

这表明尽管 SwCNN-GMI 与 SwCNN-CE 的 OAM
解调准确率差距较小，但使用 GMI代替 CE 损失函

数，能使神经网络在学习 OAM 模式分类的同时，

产生更接近真实后验概率的信道软信息，从而强

化 OAM 模式解调与 LDPC 译码之间的协同性，进

而改善 LDPC 的纠错效果。从图 9 （b） 的 OAM 拓

扑荷 {-1, +2,-3, +4}结果可看出，四种使用交叉

熵损失的模型误码率均较高，当光纤长度等于

0.5km、1km 和 2km 时，SwCNN-GMI 的误码率分

别 比 SwCNN-CE 降 低 了 84.20%、 83.29% 和

79.73%， SwCNN-GMI 的误码率优势比 OAM 拓

扑荷{-1, +1, -3, +3}更显著。

尽管 SwCNN-CE 在 OAM 解调的硬判决准确

率优于 SwCNN-GMI，但在前向纠错译码之后，

其误码率显著高于 SwCNN-GMI。其原因主要在

于 CE 损失函数以最大化 OAM 模式分类性能为直

接目标，因此，SwCNN 输出的概率分布与真实比

特级 LLR 存在偏差，导致基于软信息的 LDPC 纠

错性能下降。使用 GMI 损失函数训练 SwCNN，

能得到与真实 LLR 更匹配的概率分布，可充分发

挥 LDPC 的纠错能力。总体而言，使用 GMI 损失

函数训练 SwCNN 能输出更接近真实后验概率的信
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图 8　OAM 模式解调准确率结果
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道软信息，由此可利用 LDPC 编码良好的纠错能

力对接收信号进行纠错，在不同 OAM 拓扑荷下均

可显著降低系统误码率。

表 3 所示为各方法识别每个散斑图像的平均

推理时间。从表中来看，CNNdemodulator 模型的

层数较少,其推理效率最高，而本文 SwCNN 的推理

时间最长，在 0.014~0.015s 范围内。总体而言，

SwCNN 的推理效率可满足实验环境的要求。

4　结  论

本 文 SwCNN 模 型 通 过 对 CNN 解 调 器 与

LDPC 译码进行协同优化，以提高 OAM 光纤通信

系统的通信质量。SwCNN 使用 CNN 捕捉 OAM 模

式图像的局部特征，使用 Swin Transformer 捕捉

OAM 模式图像的全局信息。采用广义互信息代替

传统交叉熵作为损失函数，以强化 OAM 模式解调

与 LDPC 译码之间的协同性，进而改善 LDPC 纠错

效果。实验结果显示，尽管交叉熵损失函数能取

得较好的 OAM 解调硬判决准确率，但无法改善

LDPC 的纠错效果；而 GMI 损失函数能为 LDPC
提供更符合真实信道统计的 LLR 软信息，从而大

幅提升 LDPC 的纠错效果。

在实验室环境下，所提模型解调每个散斑图

像的平均推理时间约为 0.0149s，若将其部署于计

算能力有限的边缘设备中，解调时间可能会进一

步增加。因此，未来将探索采用轻量化网络或模

型剪枝技术减少 SwCNN 解调的推理时间，增加所

提方法在实际工程中的实用性。
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